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Introduction

Bayesian and frequentist inference are sometimes positioned as two mutually exclusive
alternatives for analysing data and drawing conclusions. Here, a framework is proposed to
position Bayesian inference as a particular application of frequentist inference and vice versa. As
a result Bayesian inference and frequentist inference can be seen as two special cases of the
more general problem of predicting future observations based on existing observations.
In this light Bayesian and frequentist inference appear as two complementary and compatible
approaches to relate data to probability models. The two approaches ask different questions. For
a given problem, one may decide which of the questions to ask and whether to use any  one of
the two or combine both approaches.12

Central to the presented arguments are the derivation of the probability or frequency of making
future observations conditional on observations that have been made, and the limit of an infinite
number of observations, which makes that uncertainty disappears, that the frequency distribution
is defined without uncertainty, and that at least in this sense an infinite number of observations is
equivalent to knowing the parameters of a probability model.

The derivation uses integrated likelihoods that are also discussed by Berger 1999  or Severini3

2007 . The work provides aspects that may be relevant to the discussion of the likelihood4

principle (e.g., Bjornstad 2008 ). It is not tried to relate or compare results obtained based on5

Bayesian and frequentist inference such as is sometimes done in discussions of objective
Bayesian analysis (e.g., Berger et al. 2009 , Berger 2006 , Bernardo 2005 ).6 7 8
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Probability of future observations conditional on existing
observations

A relation is derived for the probability or frequency,  , of making some futurep (Y |X)
observations,   , given some existing observations,  ., y , ..., yy1   2     ny = Y ∈ SY , x , ..., xx1   2     nx = X ∈ SX
The same relation is derived two times, once using Bayesian arguments and a second time
using frequentist arguments. It is assumed that the observations are independent of each other
and may be multidimensional. The probability of X is equal to the product of the probabilities of its

observations:  .p (X) = ∏
nx

i=1
p (x )i

Bayesian derivation

The derivation starts by stating the likelihood function   of making someLX (θ) = p (X |θ)
observations given the model parameters  , and selecting the prior,  , describing the aθ ∈ Θ rP (θ)
priori available information on the probability of different model parameters  . Using Bayesθ
theorem, the posterior distribution of the parameters given some existing observations   isX
equal to

.L rp (θ|X) = z−1 X (θ)P (θ)

with normalization constant  . The probability of future observations,r θz = p (X) = ∫
 

θ∈Θ
LX (θ)P (θ)d

, given the existing observations,  , is then given byY X

θp (Y |X) = ∫
 

θ∈Θ
LY (θ)p (θ|X)d

This can be rewritten as

p (Y |X) =
(θ)Pr(θ)dθ∫

 

θ∈Θ
LX

(θ)L (θ)Pr(θ)dθ∫
 

θ∈Θ
LY X

=
(X|θ)Pr(θ)dθ∫

 

θ∈Θ
p

(Y |θ)p(X|θ)Pr(θ)dθ∫
 

θ∈Θ
p

=
(X|θ)Pr(θ)dθ∫

 

θ∈Θ
p

(X⋃Y |θ)Pr(θ)dθ∫
 

θ∈Θ
p

Assuming further that the parameterization   is chosen such that the measure of the parameterθ
space   incorporates the prior information on the parameters such that the   is a constantθd rP (θ)
(possibly with a limes of zero), the expression simplifies to

8 Bernardo, José M. "Intrinsic credible regions: An objective Bayesian approach to interval estimation." Test
14.2 (2005): 317384.



.p (Y |X) =
(X|θ)dθ∫

 

θ∈Θ
p

(X⋃Y |θ)dθ∫
 

θ∈Θ
p

(1)

The above integrals may be approximated using Metropolis Monte Carlo methods (MCMC) as
sum over samples of parameter values and samples of predicted observations.

For random variables,  , defined as a function of a set of observations, the probabilityF (Y )
distribution of the random variables given the existing observations is equal to

.p Yp (f |X) = ∫
 

F(Y )=f
f (Y |X)d

Integrating over possible values f of the random variable gives an estimate,  , of theF
︿
X

expectation value   of the random variable given existing observations {x}E F[ (Y )]

.F
︿
X = p f Y∫

 

 
f (f |X)d = ∫

 

Y ∈SY
F (Y )p (Y |X)d (2)

Frequentist derivation

A model   is used that describes the probability (frequency) of making a set ofp (X |θ)
observations   given a priori unknown model parameters  . The model is then used toX ∈ SX θ
define the likelihood of observations as the weighted integral over all possible parameter values

θLX (∅) = z−1 ∫
 

θ∈Θ
p (X |θ)d

with the normalization constant defined as  . Here, the parametrization was alreadyθz = ∫
 

θ∈Θ
d

chosen such that the measure   imposes appropriate weighting of the parameters, e.g.,θd
incorporates prior knowledge on the importance of different parameter values, or results in test
statistics with desired properties. Depending on the support of the parameter space, the
normalization constant z may have a limes of zero. Due to the integration over the model
parameters, the likelihood function is parameter free and is thus equal to the probability of the
observations,  .p (X) = LX (∅)

With these definitions, the probability of observing   given that some observations   haveY X
already been made is

. p (Y |X) = p(X)
p(X,Y ) = L (∅)X

L (∅)X⋃Y =
(X|θ)dθ∫

 

θ∈Θ
p

(X⋃Y |θ)dθ∫
 

θ∈Θ
p

(3)

This is the same result as above in the Bayesian framework (Eq. 1). Thus, probability estimates



of future observations,  , given existing observations,  , that are made in a BayesianY X
framework, may be understood in a frequentist framework.

Limit of an infinite number of observations

In the limit of   being large and approaching infinity, the frequency of observing different valuesnx
 defines   without uncertainty. Assuming that the observations were generated by axi p (x )i

process described by the model  , the   are known without uncertainty and define thep (X |θ) p (x )i
parameter value   or the distribution of parameter values  . Whether the data is describedθ p (θ)
by a unique parameter   or a distribution of parameters   depends on the nature of theδθ0 (θ) p (θ)
process that generates the observations and the model  . To simplify notation in whatp (X |θ)
follows, it is assumed that the process and the model are such that the observed data in the limit
of a large sample is described by a unique parameter  .  Thus, in the limit of a large sample, theθ
observations may be substituted by a parameter   (Eq. 2).θ = θ (X)

In the context of making inference on future observations giving existing observations, an infinite
number of observations can be considered as limit for either the existing observations,  , orX
future observations,  . Depending on the choice inference methods are obtained that areY
commonly referred to as frequentist or Bayesian statistics, respectively.

Frequentist inference

In the limit of an infinite number of existing observations  , the parameter values   areX θ = θ (X)
known (given), and inference is concerned with the frequency,  , of future observations (Y |θ)p Y
given the known parameter values.

As the limit of an infinite number of observations cannot be reached, hypothesis on parameter
values need to be used, resulting in a setting equivalent to frequentist statistics: hypothesis on
parameter values are made and conclusion drawn based on the probability or frequency of future
observations. Hypothesis on parameter values may be represented as  . A set ofX0 ∈ SX0
observations    can then be defined that from the perspective of the hypothesis areY ∈ SY 0

considered more extreme than a reference observation  . With these definitions, the P value ofY 0

the observation   given the hypothesis   is equal to the integralY 0 SX0

.YP = supX ∈S0 X0
∫
 

Y ∈SY0
p (Y |X )0 d

Bayesian inference

In the limit of an infinite number of future observations  , possible (infinitely large sets) of futureY
observations are represented by parameter values  , resulting in a setting equivalent toθ = θ (Y )
Bayesian statistics: Inference is concerned with the probability or frequency of parameters giving



some existing observations. Again, this is a hypothetical situation, concerned with large number
of infinitely large sets of future observations.
Bayesian credible intervals are obtained from a similar integral. E.g. the upper limit,  , of a twofup
sided 95% credible interval can be defined as

.Y .025∫
∞

F(Y )=fup
p (Y |X )  d = 0

The two integrals differ in whether an infinite number of observations is assumed for given (X) or
future observations (Y) and the respective observations may be substituted by the model
parameters   . Expressing the two integrals with model parameters, and using Z to denoteθ
observations irrespectively of whether the observations exist or will be made in the future, the
integrals take on the more familiar forms

 and  ,Z∫
 

 
p (Z |θ )0 d θ∫

 

 
p (θ|Z)d

respectively.

Discussion

Applications
As mentioned above, in the limit of an infinite number of observations, Eq. (3) is equivalent to
frequentist or Bayesian frameworks depending on whether an infinite number of existing or future
observations are considered. In addition, Eq. (3) can be used to make predictions of the
frequency of finite sets of future observations given a finite set of existing observations, as in
Bayesian statistics. Having used frequentist arguments to derive Eq. (3), frequentist properties of
test statistics may be discussed, e.g., whether the sample variance is an unbiased estimator.
With a finite sample of existing observations, properties of the statistics will depend on the
chosen parametrization (or equivalently the prior). This is in contrast to the situation with an
infinite number of existing observations, and may be used to identify and define reference
parameterizations/priors.

Likelihood principle
Above, both frequentist and Bayesian inference were derived as making statements on the
frequency of future observations given existing observations, i.e., evaluating the probability of
future observations given existing observations. The derivations differed only in whether
hypotheses were made on existing observations (frequentist) or actual existing observations
were used (Bayesian). If we name the probability of future observations given existing
observations as the likelihood of future observations given some existing observations, both
frequentist and Bayesian statistics rely only on the evaluation of the likelihood function given
some existing observations, with the existing observations either real or being hypothesized.


